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Abstract. Obesity is a global health issue with a continuously increasing prevalence. Early prediction of obesity
levels is crucial for designing more effective intervention strategies. This study aims to apply and analyze the
performance of three machine learning classification methods: Support Vector Machine (SVM), Random Forest
(RF), and Logistic Regression (LR), for predicting obesity levels. The research methodology utilizes a public
dataset, ObesityLevels, downloaded from the Kaggle platform, which consists of 2111 medical and lifestyle
records. The process includes data preprocessing to convert categorical features into numerical ones, splitting
the data into training and testing sets with a 70:30 ratio, model training, and evaluation using accuracy, precision,
recall, and F1-score metrics. The results indicate that the Random Forest (RF) algorithm achieved the highest
performance, with an accuracy of 90.3%, precision of 90.3%, recall of 90.3%, and an F1-score of 90.3%. Based
on these findings, it is concluded that the Random Forest model is the most effective choice for an obesity level
prediction system based on the dataset used.
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Abstrak. Obesitas merupakan masalah kesehatan global yang prevalensinya terus meningkat. Prediksi dini tingkat
obesitas dapat membantu dalam merancang strategi intervensi yang lebih efektif. Penelitian ini bertujuan untuk
menerapkan dan menganalisis kinerja tiga metode klasifikasi machine learning, yaitu Support Vector Machine
(SVM), Random Forest (RF), dan Regresi Logistik (LR), untuk memprediksi tingkat obesitas. Metodologi
penelitian menggunakan dataset publik ObesityLevels yang diunduh dari platform Kaggle, yang terdiri dari 2111
data rekam medis dan gaya hidup. Tahapan meliputi preprocessing data untuk mengubah fitur kategorikal menjadi
numerik, pembagian data latih dan uji dengan proporsi 70:30, pelatihan model, dan evaluasi menggunakan metrik
akurasi, presisi, recall, dan F1-score. Hasil menunjukkan bahwa algoritma Random Forest (RF) mencapai kinerja
tertinggi dengan nilai akurasi sebesar 90.3%, presisi 90.3%, recall 90.3%, dan F1-score 90.3%. Berdasarkan hasil
tersebut, disimpulkan bahwa model Random Forest merupakan pilihan yang paling efektif untuk sistem prediksi
tingkat obesitas berdasarkan dataset yang digunakan.

Kata kunci: Klasifikasi Obesitas; Hutan Acak; Pembelajaran Mesin; Regresi Logistik; SVM.

1. LATAR BELAKANG

Obesitas telah menjadi salah satu masalah kesehatan global yang paling mendesak,
dengan prevalensi yang terus meningkat dari tahun ke tahun. Kondisi ini tidak lagi menjadi
masalah di negara-negara maju saja, tetapi juga menjadi ancaman serius di negara berkembang,
termasuk Indonesia. Pola makan yang telah bergeser ke arah konsumsi makanan jadi dan
olahan menjadi salah satu pemicu utama meningkatnya angka obesitas di Indonesia
(Ramadhani & Djamaluddin, 2024). Masalah ini semakin kompleks karena banyak faktor yang
saling terkait, seperti usia, jenis kelamin, dan status sosial, yang berkontribusi terhadap
kejadian obesitas di berbagai kelompok usia, termasuk remaja (Suha Ghina Raniya & Rosyada
Amrina, 2022). Kondisi ini bukan sekadar masalah berat badan berlebih, tetapi merupakan

pintu gerbang menuju berbagai penyakit kronis degeneratif. Obesitas telah terbukti menjadi
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faktor risiko utama untuk penurunan aktivitas fisik(Pengabdian et al., 2024). Selain itu, obesitas
juga menjadi faktor risiko utama untuk diabetes mellitus tipe 2, penyakit kardiovaskular, dan
hipertensi (Hidayah et al., 2022). Dampak kesehatan, ekonomi, dan sosial yang ditimbulkannya
sangat besar, sehingga menimbulkan beban bagi individu dan sistem kesehatan. Oleh karena
itu, diperlukan sebuah sistem prediksi yang dapat membantu mengidentifikasi risiko obesitas
secara dini.

Di era digitalisasi, machine learning (ML) telah menjadi alat yang revolusioner dalam
bidang kedokteran dan kesehatan masyarakat, khususnya untuk prediksi dini berbagai
penyakit. Kemampuan ML untuk mengidentifikasi pola-pola kompleks dan tersembunyi dari
data volume besar menjadikannya unggul dibandingkan metode statistik konvensional. Dalam
konteks prediksi obesitas, pendekatan ML menjadi sangat relevan karena dapat memanfaatkan
berbagai faktor risiko yang telah diidentifikasi dalam berbagai studi. Sebagai contoh, penelitian
telah menunjukkan bahwa tingkat aktivitas fisik memiliki korelasi yang signifikan dengan
status obesitas (Ar Rafiq et al., 2021). Faktor lain yang berpengaruh adalah pola makan yang
tidak seimbang dan konsumsi makanan cepat saji secara berlebihan (Fatmala et al., 2022).
Selain itu, penelitian lain juga menunjukkan bahwa konsumsi minuman berpemanis memiliki
hubungan kuat dengan peningkatan risiko obesitas pada remaja (Emiliana & Setiarini, 2024).
Berdasarkan temuan-temuan tersebut, pendekatan berbasis data menggunakan algoritma
pembelajaran mesin berpotensi untuk mengidentifikasi pola obesitas secara lebih akurat.

Beberapa penelitian terdahulu telah menunjukkan hasil yang menjanjikan dalam konteks
penerapan ML. Wie dan Siddik (2023) berhasil menerapkan algoritma Naive Bayes untuk
mengklasifikasikan tingkat obesitas pada pria, menunjukkan bahwa pendekatan berbasis ML
dapat digunakan untuk mengidentifikasi tingkat obesitas secara efektif (Veron & Muhammad,
2022). Hal ini menegaskan bahwa metode klasifikasi memiliki potensi besar dalam
menganalisis data kesehatan dan memberikan wawasan prediktif yang berharga (Kurnia
Saraswati et al., 2020).

Meskipun telah banyak penelitian yang berhasil menerapkan berbagai algoritma ML,
masih terdapat celah untuk melakukan komparasi langsung dan sistematis terhadap beberapa
algoritma klasifikasi fundamental yang paling populer. Algoritma seperti Support Vector
Machine (SVM), Random Forest (RF), dan Regresi Logistik (LR) masing-masing memiliki
keunggulan dan kelemahan unik. SVM dikenal sangat efektif dalam menangani data
berdimensi tinggi (Kurnia Saraswati et al., 2020). Random Forest unggul dalam menangkap
hubungan non-linier dan mengurangi overfitting (Kurnia Saraswati et al., 2020). Sementara itu,

Regresi Logistik menawarkan interpretabilitas yang tinggi (Ar Rafig et al., 2021). Namun,
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performa optimal dari masing-masing algoritma sangat bergantung pada karakteristik spesifik
dataset yang digunakan. Oleh karena itu, penelitian ini bertujuan untuk (1) menerapkan metode
klasifikasi SVM, Random Forest, dan Regresi Logistik pada dataset obesitas, dan (2)
menganalisis serta membandingkan kinerja ketiga metode tersebut untuk menemukan model
prediksi terbaik yang paling efektif untuk kasus ini.

Penelitian ini secara spesifik menggunakan dataset publik ObesityDataSet yang berisi
data gaya hidup dan kondisi fisik individu dari beberapa negara Amerika Latin(Kurnia
Saraswati et al., 2020). Dataset ini memuat berbagai variabel seperti kebiasaan makan, aktivitas
fisik, serta faktor sosial dan demografis yang relevan untuk prediksi obesitas. Dengan
membandingkan ketiga model fundamental ini secara head-to-head menggunakan metrik
evaluasi yang sama, diharapkan dapat memberikan rekomendasi yang jelas dan berbasis bukti
bagi praktisi kesehatan atau peneliti lain dalam mengembangkan sistem prediksi risiko obesitas
yang lebih akurat dan andal. Hasil dari penelitian ini diharapkan dapat berkontribusi pada
upaya pencegahan obesitas di tingkat individu dan populasi melalui pendekatan berbasis data

yang lebih presisi.

2. KAJIAN TEORITIS
Obesitas

Obesitas didefinisikan sebagai akumulasi lemak abnormal atau berlebihan yang dapat
mengganggu kesehatan (Hanum, 2023). Faktor-faktor penyebab obesitas sangat kompleks dan
meliputi faktor genetik, perilaku, dan lingkungan (Sumarni & Bangkele, 2023). Penelitian
terkini menunjukkan bahwa pergeseran pola konsumsi ke arah makanan jadi dan olahan telah
menjadi pemicu utama meningkatnya angka obesitas di Indonesia (Fatmala et al., 2022). Faktor
risiko lain yang signifikan adalah konsumsi minuman berpemanis yang tinggi, yang terbukti
berkontribusi terhadap kejadian obesitas terutama pada kelompok anak dan remaja (Fatmala et
al., 2022).

Berbagai faktor lain juga berperan, seperti yang diidentifikasi dalam studi pada populasi
remaja, mencakup pola makan, aktivitas fisik, dan faktor psikososial (Banjarnahor et al., 2022).
Hubungan antara obesitas dan aktivitas fisik bersifat timbal balik; obesitas dapat menjadi faktor
risiko penurunan aktivitas fisik, yang pada gilirannya memperburuk kondisi obesitas itu sendiri
(Banjarnahor et al., 2022). Analisis data nasional seperti Riskesdas 2018 bahkan menunjukkan
bahwa faktor seperti usia dan jenis kelamin memiliki hubungan signifikan dengan kejadian

obesitas pada remaja di Indonesia (Putri et al., 2022).
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Dalam dataset yang digunakan dalam penelitian ini, tingkat obesitas diklasifikasikan ke
dalam tujuh kelas berdasarkan Indeks Massa Tubuh (IMT). Beberapa faktor risiko yang diamati
dalam dataset seperti frekuensi aktivitas fisik (FAF), waktu penggunaan perangkat elektronik
(TUE), dan riwayat obesitas dalam keluarga (family_history_with_overweight) mencerminkan
kompleksitas faktor-faktor penyebab yang diidentifikasi dalam berbagai studi (Fauzan et al.,
2023)(Zahari et al., 2022).
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Gambar 1. llustrasi Obesitas.
Machine Learning

Machine Learning (ML) adalah bidang ilmu komputer yang memungkinkan sistem
komputer untuk belajar dari data tanpa harus diprogram secara eksplisit (Ariyanto et al., 2023).
Salah satu tugas utama dalam machine learning adalah supervised classification, di mana model
dilatih menggunakan data berlabel untuk memprediksi kelas dari data baru yang tidak berlabel
(Ariyanto et al., 2023). Dalam konteks prediksi penyakit, termasuk obesitas, ML telah menjadi
alat yang revolusioner,

Penelitian terdahulu telah menunjukkan penerapan berbagai algoritma klasifikasi untuk
memprediksi tingkat obesitas, seperti penggunaan algoritma Naive Bayes yang berhasil
mengklasifikasikan tingkat obesitas pada pria (Veron & Muhammad, 2022). Dalam penelitian
ini, model dilatih untuk memetakan sekumpulan fitur input (misalnya usia, jenis kelamin,

kebiasaan makan) ke output berupa kelas tingkat obesitas (Veron & Muhammad, 2022).
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Prediksi Obesitas dengan Machine Learning

Data Input
Berlabel

Gambar 2. Konsep Machine Learning.
Support Vector Machine (SVM)

Support Vector Machine (SVM) adalah algoritma pembelajaran yang kuat untuk
masalah klasifikasi dan regresi (Mailoa, 2021). Inti dari SVM adalah menemukan hyperplane
optimal yang memisahkan data dari kelas yang berbeda dalam ruang fitur. SVM bekerja dengan
memaksimalkan margin, yaitu jarak terdekat antara hyperplane dan titik data dari setiap kelas
(disebut support vectors) (Mailoa, 2021). Untuk data yang tidak dapat dipisahkan secara linier,
SVM dapat menggunakan fungsi kernel seperti RBF atau polinomial (Mailoa, 2021).
Algoritma ini merupakan salah satu metode klasifikasi fundamental yang sering digunakan

dalam studi prediksi kesehatan (Banjarnahor et al., 2022).

Konsep Dasar Support Vector Machine (SVM)

Gambar 3. llustrasi SVM.
Random Forest
Random Forest adalah algoritma ensemble learning yang terdiri dari banyak decision
trees (Arifani & Setiyaningrum, 2021). Algoritma ini bekerja dengan membangun beberapa
pohon keputusan pada berbagai sub-sampel dari dataset dan menggunakan rata-rata (untuk
regresi) atau voting (untuk klasifikasi) untuk meningkatkan akurasi prediksi dan mengontrol

overfitting (Arifani & Setiyaningrum, 2021). Metode bagging (bootstrap aggregating)
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digunakan untuk membuat setiap pohon keputusan menggunakan sampel data acak dengan
pengembalian. Sifatnya yang robust dan mampu menangani hubungan non-linier membuat
Random Forest menjadi pilihan populer dalam berbagai penelitian klasifikasi, termasuk di
bidang kesehatan (Arifani & Setiyaningrum, 2021).

Memahami Random Forest

Gambar 4. llustrasi Random Forest.

Regresi Logistik

Regresi Logistik adalah algoritma Kklasifikasi statistik yang digunakan untuk
memprediksi probabilitas dari sebuah kelas kategorikal (Ariyanto et al., 2023). Dalam kasus
klasifikasi multi-kelas seperti prediksi obesitas, digunakan pendekatan one-vs-rest atau
multinomial logistic regression(Veron & Muhammad, 2022). Model ini menggunakan fungsi
sigmoid untuk mengubah output linier menjadi nilai probabilitas antara 0 dan 1 (Hita, 2020).

Meskipun namanya mengandung "regresi”, ini adalah algoritma Kklasifikasi yang
sederhana, cepat, dan mudah diinterpretasikan, yang sering dijadikan sebagai baseline dalam
perbandingan model prediksi (Hita, 2020). Selain itu, regresi logistik menawarkan keunggulan
dalam hal interpretabilitas koefisien, yang memungkinkan peneliti memahami pengaruh
masing-masing variabel prediktor terhadap probabilitas terjadinya kelas tertentu. Kemampuan
ini menjadikan regresi logistik sangat berguna dalam penelitian kesehatan masyarakat,
termasuk analisis faktor risiko obesitas, karena hasil model dapat dijadikan dasar pengambilan

kebijakan atau intervensi Kesehatan (Dikko et al., 24 C.E.)
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Eegresi Logistik mempradiksi
probabilitas kalas bardasarkan nilai
input.

Gambar 5. llustrasi Regresi Logistik.
Metrik Evaluasi Kinerja
Untuk mengevaluasi performa model klasifikasi, digunakan beberapa metrik yang
dihitung berdasarkan Confusion Matrix (Ariyanto et al., 2023). Komponennya adalah True
Positive (TP), False Positive (FP), True Negative (TN), dan False Negative (FN). Dari
komponen ini, dapat dihitung:

Perbandingan Metrik Evaluasi

Recall

(Sensitivitas) Firscore

2 x (Presisi x
TR /[ (TP + EF) TP [ (TP + EN) Recall) [ (Presisi +
Recall)

(TP + TN) /(TP +
TN + FP + EN)

Gambar 6. Metrik Evaluasi.
Metrik-metrik ini adalah standar dalam menilai kinerja model dan selalu dilaporkan
dalam penelitian penerapan machine learning untuk prediksi penyakit (Veron & Muhammad,
2022).

3. METODE PENELITIAN
Penelitian ini menggunakan perangkat lunak Orange untuk membangun dan
mengevaluasi model prediksi tingkat obesitas. Workflow analisis dirancang untuk mengolah

data mentah.

D@ =@ = ~ @)~ T HE
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Gambar 7. Workflow Penelitian untuk Prediksi Tingkat Obesitas.

Menjadi model Klasifikasi yang dapat diuji performansinya. Proses ini mencakup
pengambilan data, praproses, pembagian data, pemodelan, dan evaluasi. Gambar 1
menunjukkan workflow penelitian yang lengkap, menggambarkan alur data dari sumbernya
hingga tahap visualisasi hasil evaluasi.

Sumber Data

Penelitian ini menggunakan dataset publik yang diperoleh dari platform Kaggle dengan
nama ObesityDataSet raw_and_data_sinthetic.csv. Dataset ini berisi data demografis,
kebiasaan makan, dan kondisi fisik individu dengan rentang usia 14 hingga 61 tahun. Dataset
terdiri dari sekitar 2111 rekam data dengan 17 fitur (atribut) dan satu variabel target. Variabel
target dalam penelitian ini adalah NObeyesdad, yang mengklasifikasikan tingkat obesitas
menjadi tujuh kategori, yaitu Insufficient Weight, Normal Weight, Overweight Level I,
Overweight Level |1, Obesity Type I, Obesity Type Il, dan Obesity Type IlI(Fatemeh
Mehrparvar, 2024). Beberapa fitur penting dalam dataset antara lain:

Fitur-fitur dalam Dataset Obesitas

i

1

}} —E=)

Gambar 8. Fitur Penting Dalam Data.

il

Preprocessing Data

Tahap praproses data bertujuan untuk membersihkan dan menyiapkan data agar dapat
digunakan oleh algoritma machine learning. Dua node utama yang digunakan dalam tahap ini
adalah Select Columns dan Continuize.

Select Columns: Pada tahap ini, dilakukan pemilihan fitur yang akan digunakan dalam
pemodelan. Berdasarkan analisis, semua 17 fitur pada dataset dianggap relevan untuk
memprediksi tingkat obesitas. Oleh karena itu, tidak ada fitur yang dibuang pada node Select
Columns. Semua fitur digunakan dengan variabel NObeyesdad ditetapkan sebagai target.

Continuize: Langkah ini krusial untuk mengubah fitur-fitur kategorikal menjadi bentuk
numerik. "Fitur-fitur kategorikal seperti Gender, CALC, CAEC, dan MTRANS tidak dapat
langsung diproses oleh algoritma SVM dan Regresi Logistik. Oleh karena itu, fitur-fitur ini
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diubah menjadi representasi numerik menggunakan metode one-hot encoding melalui node
Continuize." Proses ini mengubah setiap kategori dalam fitur kategorikal menjadi kolom biner
baru (0 atau 1), yang memungkinkan algoritma untuk melakukan perhitungan matematis.
Sementara itu, fitur numerik seperti Age, Height, dan Weight dibiarkan tetap seperti adanya.

% Preprocess - Orange - a X

Preprocessors Impute Missing Values ®

2= Continuize Discrete Variables 0 —
- — verage/Most frequent
» Impute Missing Values - ge/! Y
& Select Relevant Features () Replace with random value

7] Select Random Features (O Remove rows with missing values.

4 Normalize Features
+% Randomize

7| Remove Sparse Features
» Principal Component Analysis

7% CUR Matrix Decomposition

Gambar 9. Tahap Preprocessing Data.

Pembagian Data

Setelah data diproses, langkah selanjutnya adalah membagi dataset menjadi data latih
(training set) dan data uji (testing set). Pembagian ini dilakukan menggunakan node Data
Sampler. "Dataset dibagi menjadi dua bagian: data latih (training set) sebesar 70% dan data uji
(testing set) sebesar 30% menggunakan stratified sampling untuk menjaga proporsi kelas."
Metode stratified sampling memastikan bahwa distribusi kelas pada variabel target
(NObeyesdad) di data latih dan data uji seimbang, sehingga evaluasi model menjadi lebih valid

dan tidak bias terhadap kelas minoritas.

=708 | A 3w

Gambar 10. Pembagian Data Sampler.
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Pemodelan Klasifikasi
Pada tahap ini, dibangun tiga model Klasifikasi yang berbeda untuk memprediksi tingkat
obesitas. Ketiga model dilatih menggunakan data latih yang telah dihasilkan dari node Data

Sampler. Model-model tersebut adalah:

SVM 9@"7 Random Forest
Menggunakan kernel RBF untuk Menggunakan 70 pohon untuk akurasi

pemisahan kelas non-linear dan pencegahan overfitting

Regresi Logistik

Menggunakan regularisasi Ridge untuk
mencegah overfitting

Gambar 11. Pemodelan Klasifikasi.
Evaluasi Model
Evaluasi model merupakan tahap penting untuk mengukur seberapa baik performa ketiga
model dalam memprediksi data yang belum pernah dilihat sebelumnya. Evaluasi dilakukan
menggunakan node Test and Score. Pada node ini, ketiga model yang telah dilatih diuji
menggunakan data uji yang sama (30% dari dataset) untuk memastikan perbandingan yang
adil.

\?7 Presisi

A\/ Akurasi

[

Gambar 12. Evaluasi Model.

Hasil evaluasi dari node Test and Score kemudian dianalisis lebih lanjut menggunakan
node Confusion Matrix. Matriks ini memberikan visualisasi yang detail tentang performa
model dengan menunjukkan jumlah prediksi yang benar dan salah untuk setiap kelas. Hal ini
memungkinkan identifikasi jenis kesalahan yang paling sering dibuat oleh model, seperti

apakah model cenderung salah mengklasifikasikan kelas tertentu ke kelas lainnya.
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4. HASIL DAN PEMBAHASAN
Hasil Evaluasi Kinerja Model

Evaluasi kinerja model Klasifikasi dilakukan menggunakan metode Cross Validation
dengan 10 folds serta pendekatan Stratified untuk memastikan distribusi kelas yang seimbang
pada setiap fold. Metrik evaluasi yang digunakan meliputi AUC (Area Under the Curve),
Akurasi (CA — Classification Accuracy), Presisi (Precision), Recall, F1-Score, dan MCC
(Matthews Correlation Coefficient).Hasil perbandingan kinerja ketiga model disajikan pada
tabel berikut:

Tabel 1. Evaluasi Kinerja Model.

Model AUC CA F1 Prec Recall MCC
SVM 0.990 0.894 0.895 0.896 0.894 0.877
Random Forest 0.995 0.931 0.932 0.935 0.931 0.920
Logistic Regression 0.982 0.867 0.865 0.866 0.867 0.845

Berdasarkan Tabel 1, model Random Forest menunjukkan performa terbaik secara
konsisten pada seluruh metrik evaluasi. Model ini memiliki nilai akurasi tertinggi sebesar
0.931, diikuti olen SVM (0.894) dan Regresi Logistik (0.867).

Dari sisi F1-Score, yang merupakan gabungan antara precision dan recall, Random
Forest juga unggul dengan nilai 0.932, menandakan keseimbangan yang sangat baik antara
kemampuan model mengenali kelas positif dan meminimalkan kesalahan prediksi.

Selain itu, AUC sebesar 0.995 menunjukkan bahwa Random Forest memiliki
kemampuan yang hampir sempurna dalam membedakan antara kelas positif dan negatif. Nilai
MCC sebesar 0.920 memperkuat hasil tersebut, menandakan bahwa model memiliki korelasi
prediksi yang sangat kuat terhadap kelas aktual, bahkan pada dataset yang berpotensi tidak
seimbang.

Sementara itu, SVM menempati posisi kedua dengan hasil yang cukup kompetitif. Nilai
AUC sebesar 0.990 dan MCC sebesar 0.877 menunjukkan bahwa model ini juga mampu
melakukan Klasifikasi dengan baik, meskipun sedikit lebih rendah dibandingkan Random
Forest. Adapun Regresi Logistik menghasilkan performa paling rendah di antara ketiganya
dengan AUC 0.982 dan MCC 0.845, yang menunjukkan bahwa asumsi linearitas model ini

belum sepenuhnya cocok untuk pola data yang kompleks.



Komparasi Algoritma Machine Learning (SVM, Random Forest, dan Regresi Logistik) untuk Prediksi Tingkat
Obesitas.

Analisis Confusion Matrix
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Gambar 13. Hasil Confusion Matrix.

Berdasarkan Gambar 13, kesalahan klasifikasi yang paling sering terjadi pada model
Random Forest adalah prediksi kelas Overweight_Level | sebagai Normal_Weight, dengan
jumlah sekitar 23 sampel. Kesalahan ini menunjukkan adanya kemiripan karakteristik fitur
antara kedua kelas, seperti berat dan tinggi badan yang berada pada rentang batas di antara
keduanya.

Kesalahan tertinggi kedua terjadi pada prediksi Obesity Type_| yang diklasifikasikan
sebagai Overweight_Level Il sebanyak 18 sampel. Pola ini menandakan adanya overlap antar
kategori berat badan yang berurutan, yang wajar terjadi karena transisi antara level berat badan
tersebut bersifat kontinu. Selain itu, distribusi kelas yang tidak seimbang (misalnya jumlah
sampel Normal_Weight dan Overweight_Level_| yang lebih dominan) turut memengaruhi
akurasi klasifikasi pada beberapa kategori minoritas.

Pembahasan Komprehensif

Secara keseluruhan, hasil penelitian menunjukkan bahwa Random Forest adalah model
dengan performa paling unggul dibandingkan SVM dan Regresi Logistik. Keunggulan ini
disebabkan oleh kemampuan Random Forest sebagai algoritma ensemble yang
menggabungkan hasil dari banyak pohon keputusan untuk mengurangi overfitting dan
menangani hubungan non-linear antar fitur seperti Age, Height, Weight, serta variabel gaya
hidup (FAF, CH20, CALC, dan MTRANS).

Sebaliknya, SVM sangat bergantung pada pemilihan parameter dan jenis kernel yang
digunakan (dalam hal ini RBF Kernel), sedangkan Regresi Logistik mengasumsikan hubungan
linear antar variabel, yang mungkin tidak mampu menangkap kompleksitas data obesitas secara
menyeluruh.

Hasil ini juga sejalan dengan penelitian Palechor & de la Hoz (Palechor & de la Hoz
Manotas, 2019) yang melaporkan bahwa algoritma berbasis pohon keputusan seperti Random

Forest mampu mencapai akurasi lebih dari 90% pada klasifikasi data obesitas. Dengan
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demikian, hasil penelitian ini memperkuat bukti empiris bahwa Random Forest merupakan
model yang paling sesuai dan andal untuk prediksi tingkat obesitas, terutama pada dataset

dengan kombinasi variabel numerik dan kategorikal.

5. KESIMPULAN DAN SARAN

Penelitian ini berhasil menunjukkan keunggulan algoritma Random Forest, keterbatasan
utamanya terletak pada sifat data yang statis dan tidak mampu menangkap evolusi perilaku
individu seiring waktu. Dengan keyakinan, arah penelitian lanjutan yang paling menjanjikan
dan jelas adalah beralih sepenuhnya pada penerapan arsitektur Long Short-Term Memory
(LSTM). Metode ini secara spesifik dirancang untuk menganalisis data time-series, yang akan
memungkinkan integrasi data longitudinal dari wearable devices seperti tingkat aktivitas fisik,
pola tidur, dan variabilitas denyut jantung. Dengan memanfaatkan LSTM, penelitian
selanjutnya tidak hanya akan meningkatkan akurasi, tetapi secara fundamental akan mengubah
model prediksi dari yang bersifat statis menjadi sebuah sistem yang dinamis dan personal, yang

mampu memberikan peringatan dini dan intervensi yang proaktif dalam manajemen obesitas.
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