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Abstract. Stroke is a condition that represents one of the leading causes of death and permanent disability
worldwide; therefore, early diagnosis is essential to minimize associated risks. This study aims to implement the
Multilayer Perceptron (MLP) method on two different datasets to analyze the effect of the number of input
attributes on stroke risk prediction performance. The study was conducted using two public datasets with
variations in the number of records (35,000 and 70,000 instances) and the number of attributes (17 and 16
features). The experimental method was divided into two scenarios: Scenario 1 utilized all available attributes,
while Scenario 2 employed only the intersecting attributes (two features) to evaluate model efficiency. Model
performance was assessed using a confusion matrix with accuracy, precision, recall, and F1-score as evaluation
metrics. The results indicate that the MLP model achieved accuracy ranging from 80% to 98% across both
datasets. A significant finding shows that feature dimensionality reduction in Scenario 2, using only two input
attributes, was still able to achieve accuracy above 80% on Dataset 2 and Dataset 3, demonstrating computational
efficiency without a substantial decline in performance. This study demonstrates that MLP remains effective and
efficient even with limited features, thereby highlighting that appropriate feature selection can improve model
efficiency without significantly compromising performance. These findings are expected to serve as a reference
for the development of artificial intelligence-based disease prediction systems in the future.

Keywords: Efisiensi Fitur; Machine Learning; Multilayer Perceptron; Prediction; Prediksi Stroke.

Abstrak. Stroke merupakan sebuah kondisi yang menjadi penyebab utama kematian dan kecacatan permanen
secara global, sehingga diagnosis dini sangat diperlukan untuk meminimalisir risiko tersebut. Penelitian ini
bertujuan untuk menerapkan metode Multilayer Perceptron (MLP) pada dua dataset berbeda guna menganalisis
pengaruh jumlah atribut input terhadap kinerja prediksi risiko stroke. Penelitian dilakukan menggunakan dua
dataset publik dengan variasi jumlah record (35.000 dan 70.000 data) dan jumlah atribut (17 dan 16). Metode
pengujian dibagi menjadi dua skenario: Skenario 1 menggunakan seluruh atribut dan Skenario 2 menggunakan
atribut irisan (2 fitur) untuk menguji efisiensi fitur model. Evaluasi kinerja dilakukan menggunakan confusion
matrix dengan parameter akurasi, presisi, recall, dan F1-score. Hasil pengujian menunjukkan bahwa model MLP
mampu menghasilkan akurasi berkisar antara 80% hingga 98% pada kedua dataset. Temuan signifikan
menunjukkan bahwa pengurangan dimensi fitur pada Skenario 2, yang hanya menggunakan 2 atribut input, tetap
mampu menghasilkan akurasi di atas 80% pada Dataset 2 dan 3, membuktikan adanya efisiensi komputasi tanpa
penurunan kinerja yang drastis. Dalam penelitian ini dapat dilihat bahwa MLP efektif dan efisien dengan fitur
terbatas, sehinga diharapkan memberikan kontribusi dengan menunjukkan bahwa pemilihan fitur yang tepat dapat
meningkatkan efisiensi model tanpa mengorbankan performa secara signifikan. Hasil ini diharapkan dapat
menjadi referensi dalam pengembangan sistem prediksi penyakit berbasis kecerdasan buatan di masa depan.

Kata Kunci: Efisiensi Fitur; Machine Learning; Multilayer Perceptron; Prediksi Stroke; Prediksi.

1. LATAR BELAKANG

Stroke didefinisikan sebagai sebuah kondisi medis yang terjadi ketika suplai darah ke
beberapa bagian otak terganggu (Dritsas & Trigka, 2022; Singh et al., 2023), baik karena
penyumbatan (stroke iskemik) atau pecahnya pembuluh darah (stroke hemoragik) (Dritsas &
Trigka, 2022; Jambi, Hamad, Salah, & Sulieman, 2024). Berdasarkan data dari World Health

Organization (WHO), setiap tahunnya terdapat 15 juta kasus stroke di seluruh dunia, dimana 5
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juta diantaranya berakhir dengan kematian. Efek dari penyakit ini dapat menyebabkan
kecacatan permanen seperti hemiparesis, gangguan bicara, hingga defisit kognitif, yang sangat
mempengaruhi kualitas hidup pasien (Dritsas & Trigka, 2022; Elloker & Rhoda, 2018; A. A.
Rahman, Amruta, Pinteaux, & Bix, 2021). Di Indonesia stroke juga menjadi penyebab utama
kematian dan kecacatan, dimana data Kemenkes menunjukkan prevalensi stroke mencapai 8,3
per 1000 penduduk pada tahun 2023. Tantangan utama dalam penanganan di Indonesia adalah
keterlambatan diagnosis (“7ime Is Brain”) akibat rendahnya kesadaran masyarakat dan fasilitas
kesehatan yang tidak merata (Venketasubramanian, Yudiarto, & Tugasworo, 2022). Oleh
karena itu, diperlukan pengembangan sistem deteksi dini (early warning) yang lebih
komprehensif untuk membantu tenaga medis dalam mengidentifikasi potensi stroke sedini
mungkin, sehingga dapat mengurangi risiko komplikasi berat. Penelitian ini memanfaatkan
teknologi Machine Learning (ML) sebagai fondasi utama dalam membangun model prediksi
yang mampu menganalisis variasi gejala klinis dengan presisi tinggi.

Penerapan metode Machine Learning untuk prediksi tingkat penyakit stroke telah
banyak dilakukan sebelumnya. Studi-studi yang disebutkan sebelumnya menunjukan bahwa
performa MLP jauh lebih rendah jika dibandingkan dengan beberapa metode Machine
Learning klasik. Namun, studi-studi tersebut beroperasi pada dataset yang memiliki fitur atau
atribut input yang dibawah atau sama dengan 10 serta record dengan jumlah kurang lebih 5000.
Hal tersebut tentu tidak akan optimal dengan arsitektur MLP yang membutuhkan jumlah atribut
dan jumlah data dalam skala yang besar. D1 sisi lain penelitian (Folorunsho, Fagbuagun,
Ochidi, Faboya, & Hassan, 2025) yang menggunakan dataset dengan 15000 record dan 22
atribut memang ada, namun penelitian tersebut lebih berfokus pada teknik optimasi featured
selection (seperti Pearson dan RFE) dan tidak menganalisis dampak skala data terhadap kinerja
MLP.

Berdasarkan permasalahan dan tinjauan pustaka di atas, penelitian ini bertujuan untuk
menerapkan metode Multilayer Perceptron (MLP) pada dua dataset yang berbeda. Penerapan
ini dilakukan untuk menganalisis pengaruh efisiensi atribut input terhadap kinerja model dalam
memprediksi risiko penyakit stroke. Performa model dievaluasi menggunakan confusion
matrix dengan perhitungan accuracy, precision, recall, dan Fl-score. Berdasarkan hasil
perbandingan tersebut, penelitian ini menghasilkan model klasifikasi MLP yang dapat

digunakan sebagai landasan pengembangan alat bantu diagnosis awal penyakit stroke.
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2. KAJIAN TEORITIS

Penyakit stroke sangat berkaitan dengan berbagai indikator klinis, seperti umur dan
tekanan darah pasien. Untuk memprediksi risiko berdasarkan gejala klinis tersebut, penelitian
ini menggunakan metode Multilayer Perceptron (MLP). Secara arsitektur, MLP merupakan
jaringan saraf tiruan feedforward yang terdiri dari lapisan input, satu atau lebih lapisan
tersembunyi (hidden layer), dan lapisan output. Setiap neuron dalam lapisan tersembunyi dan
lapisan output memproses informasi melalui mekanisme penjumlahan berbobot (weighted
sum) yang ditambahkan dengan nilai bias, kemudian diteruskan melalui fungsi aktivasi non-
linear. Mekanisme pemrosesan ini memungkinkan model MLP untuk mempelajari pola data
yang kompleks.

Penerapan metode Machine Learning untuk prediksi tingkat penyakit stroke telah
banyak dilakukan sebelumnya (Dritsas & Trigka, 2022; Emon et al., 2020; Lai, Zhao, Du, &
Zhang, 2026; Mainali, Darsie, & Smetana, 2021; Sailasya & Kumari, 2021; Sharma, Sharma,
Kumar, & Sodhi, 2022; Vu et al., 2024). Studi-studi yang disebutkan sebelumnya menunjukan
bahwa performa MLP jauh lebih rendah jika dibandingkan dengan beberapa metode Machine
Learning klasik (Chakraborty et al., 2024; Pratama, Fanani, Soeleman, & Kumalasari, 2026).
Namun, studi-studi tersebut beroperasi pada dataset yang memiliki fitur atau atribut input yang
dibawah atau sama dengan 10 serta record dengan jumlah kurang lebih 5000. Hal tersebut tentu
tidak akan optimal dengan arsitektur MLP yang membutuhkan jumlah atribut dan jumlah data
dalam skala yang besar.

Di sisi lain penelitian (Folorunsho et al., 2025) yang menggunakan dataset dengan 15000
record dan 22 atribut memang ada, namun penelitian tersebut lebih berfokus pada teknik
optimasi featured selection (seperti Pearson dan RFE) dan tidak menganalisis dampak skala
data terhadap kinerja MLP. Berdasarkan celah penelitian tersebut, maka kajian ini difokuskan
pada analisis perbandingan kinerja model akibat pengurangan dimensi atribut input guna

melihat efisiensi komputasi tanpa adanya penurunan kinerja yang  drastis.

3. METODE PENELITIAN
Kerangka Penelitian

Penelitian ini dilakukan dalam beberapa langkah yang terstruktur untuk menjawab
tujuan penelitian. Secara visual, kerangka penelitian dapat dilihap pada Gambar 1. Penelitian
dimulai dengan mengidentifikasi celah penelitian terkait kinerja MLP pada data klinis penyakit
stroke. Setelah celah penelitian identifikasi, dilakukan pengumpulan data dengan jumlah

atribut dan record yang bervariasi. Data yang sudah terkumpul kemudian dilakukan pre-
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porcecssing untuk membersihkan dan memastikan kualitas data sebelum digunakan sebagai
data pelatihan oleh model. Setelah data siap, data kemudian dibagi menjadi data latih dan data
uji sebelum dimasukan ke model. Selanjutnya, dibangun beberapa model dengan arsitektur dan
hyperparameter yang sama, yang kemudian dilatih secara terpisah di beberapa dataset yang
telah didapat. Kinerja masing-masing model kemudian di evaluasi menggunakan confusion
matrix dan kemudian dilakukan perbandingan dan analisis kesimpulan mengenai hipotesis

penelitian. gambar 1 menunjukkan secara keseluruhan kerangka penelitian ini.
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Gambar 1. Metode Penelitian.

Pengumpulan Data

Terdapat 2 dataset dengan jumlah atribut dan record yang berbeda yang digunakan
dalam penelitian ini, seperti yang ada pada Tabel 1. Data tersebut diambil dari dataset publik
yang tersedia di platform kaggle.

Tabel 1. Deskripsi Dataset.
Nama Jumlah Record Jumlah Atribut Variabel Target Jumlah Distribusi Variabel Target

0 1
Dataset 1 35000 17 Stroke (Biner: 0/1) 22113 12887
Dataset 270000 16 Stroke (Biner: 0/1) 24556 45444

Pre-Processing Data

Kedua dataset yang di dapat dari plafrom kaggle tidak langsung digunakan untuk
melatih model MLP dan perlu dilakukan beberapa langkah pre-processing. Tahap pre-
processing dilakukan untuk memastikan data yang digunakan untuk melatih model bersih dari
missing value dan dalam format yang sama. Adapun tahapan pre-processing yang dilakukan
dalam penelitian ini adalah:
a. Penanganan data duplikat: langkah pertama yang dilakukan dalam pre-processing data

adalah pembersihan data dari data duplikat, dimana dilakukan pemeriksaan terhadap kedua
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dataset yang dimiliki untuk menemukan apakah ada baris yang identik. Hal ini dilakukan
untuk memastikan tidak terjadinya bias dalam proses pelatihan model.

b. Encoding atribut non-numerik: karena seluruh input MLP bersifat numerik, maka langkah
selanjutnya adalah kita memastikan bahwa seluruh atribut data yang ada di dalam masing-
masing dataset sudah berada dalam format numerik. Jika dari ketiga dataset didapati ada
atribut yang non-numerik atau kategorial, dilakukan sebuah proses encoding untuk
merubah nilai dari atribut tersebut menjadi numerik.

c. Normalisasi fitur: langkah ini merupakan salah satu langkah yang terpenting dalam pre-
procecssing data yang dilakukan, dimana beberapa atribut yang ada di dalam dataset
biasanya memiliki rentang yang berbeda. Hal tersebut mempengaruhi bagaimana model
memahami pola dalam data, sehingga rentang tersebut perlu dilakukan normalisasi. Untuk
masing-masing atribut yang memiliki rentang skala yang berbeda, rentang skala dari
atribut tersebut diubah menjadi rentang yang seragam yakni 0 sampai 1.

Pembagian Data

Setelah pembersihan data kemudian dialokasikan untuk beberapa kebutuhan yakni data
latih (Training Data), data validasi (Validation Data), dan data vji (Test Data). Untuk setiap
dataset 70% dialokasikan menjadi data latih, 10% menjadi data validasi, dan 20% menjadi data
uji. Metode validasi yang digunakan selama proses pelatihan adalah validation split (bagian
dari hold-out validation), di mana 10% data validasi ini digunakan untuk memantau kinerja
model dan mendeteksi overfitting pada setiap akhir epoch pelatihan.

Pembangunan dan Pelatihan Model MLP

Secara arsitektur, Multilayer Perceptron (MLP) merupakan jaringan saraf tiruan
feedforward yang terdiri dari lapisan input, satu atau lebih lapisan tersembunyi (hidden layer),
dan lapisan output (Awad & Khanna, 2015; Chollet & Chollet, 2021). Setiap neuron dalam
lapisan tersembunyi dan lapisan output memproses informasi melalui mekanisme penjumlahan
berbobot (weighted sum) yang ditambahkan dengan nilai bias, kemudian diteruskan melalui
fungsi aktivasi non-linear (N. H. A. Rahman, Yin, & Zulkafli, 2024; Salam, El Hibaoui, & Saif,
2021). Secara matematis, output y dari sebuah neuron & dapat dirumuskan sebagai berikut:

Vie = O Ta g WiiXi & D) e (1)

Dimana x; adalah sinyal input dari neuron sebelumnya, wy; adalah bobot koneksi, bk
adalah bias, dan ¢ adalah fungsi aktivasi. Berdasarkan konfigurasi model pada penelitian ini
Tabel 2, terdapat dua fungsi aktivasi yang digunakan. Pada hidden layer, digunakan fungsi
aktivasi ReLU (Rectified Linear Unit) untuk mempercepat proses konvergensi dan mengatasi

masalah vanishing gradient. Fungsi ReLU didefinisikan sebagai:
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F) =mMax (0,0) e (ii)

Sedangkan pada output layer, digunakan fungsi aktivasi Sigmoid karena penelitian ini
merupakan kasus klasifikasi biner. Fungsi Sigmoid mentransformasi hasil akhir menjadi nilai

probabilitas antara 0 dan 1, dengan rumus:

Pembangunan model MLP menggunakan bahasa pembrograman Python pada
lingkungan Google Colab. Proses pembangunan menggunakan framework TensorFlow dan
keras, serta beberapa pustaka lainnya seperti Scikit-Learn untuk preprocessing dan evaluasi.

Untuk menguji hipotesis penelitian mengenai dampak skala fitur terhadap kinerja
model, dilakukan 2 skenario pengujian terhadap masing-masing dataset:

a. Skenario 1 (semua atribut): model MLP untuk setiap dataset dilatih dan diuji
menggunakan seluruh atribut yang dimiliki.

b. Skenario 2 (atribut bersama): model MLP untuk setiap dataset dilatih dan diuji
menggunakan atribut yang beririsan dengan dataset lain.

Tabel 1. Konfigurasi Model.

Dataset Dataset 2 Dataset 3
Jumlah Record 35.000 70.000
Jumlah Atribut 17 16
Arsitektur Model
Input Layer (Neuron) 17 16
Hidden Layers (Neuron) [64, 32] [64, 32]
Output Layer (Neuron) 1 1
Hyperparameter Pelatihan
Optimizer Adam Adam
Loss Function Binary Cross-Entropy Binary Cross-Entropy
Aktivasi (Hidden) ReLU ReLU
Aktivasi (Output) Sigmoid Sigmoid
Epochs 100 100
Batch Size 32 32
Learning Rate 0.001 0.001
Evaluasi Model

Evaluasi model dilakukan menggunakan confusion matrix seperti yang ditunjukan pada
tabel 3 dengan perhitungan accuracy, precision, recall, dan FI-score untuk masing-masing
kelas (Hossin & Sulaiman, 2015).

Tabel 2. Confusion Matrix.

Confusion Matrix Prediksi
Positive Negative
Aktual Positive TP FN
Negative FP TN
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Accuracy
Accuracy merupakan proporsi atau perbandingan dari semua hasil prediksi model yang
benar (baik dalam kelas positif maupun negatif). Secara matematis dapat didefinisikan pada

persamaan 1.

TP+TN
TP+TN+FP+TN

accuracy = ( ) X100, (iv)

Precision
Precision merupakan proporsi atau perbandingan prediksi yang benar untuk suatu kelas
(positif dan negatif) terhadap seluruh prediksi model untuk kelas tersebut. Secara matematis,

precision untuk masing-masing kelas didefinisikan pada persamaan 2.

TP
Fpm) X 100 ..+ e e )

precision = (
Recall

Recall merupakan proporsi data aktual dari suatu kelas yang berhasil dikenali benar
oleh model. Dalam konteks ini, recall akan dihitung untuk masing-masing kelas, baik positif
maupun negatif. Secara matematis, recall untuk masing-masing kelas didefinisikan pada

persamaan 3.

recall = () X 100, ..o (vi)

FN+TP

Fl-score
Fl-score merupakan nilai yang mencerminkan keseimbangan antara precision dan
recall untuk masingmasing kelas dengan menghitung nilai tengah antara precision dan recall.

Secara matematis, F1-score didefinisikan pada persamaan 4.

precision-recall

F1 — score = (2 X100, oo (vii)

precision+recall

4. HASIL DAN PEMBAHASAN
Hasil Pengujian Model

Setelah model dilatth dan dievaluasi menggunakan confusion matrix dengan
perhitungan accuracy, precission, recall, dan F'I-Score. Ringkasan hasil pengujian dapat dilihat

pada tabel 4.
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Tabel 3. Hasil Confusion Matrix Setiap Dataset.

Confusion Marix

Skenario Dataset Aktual Prediksi Accuracy  Precission  Recall FI1-Score
Positif Negatif
! ;‘;Slgtff ;‘5“3 ;;70 9834%  98.82%  9848%  98.65%
Skenario 1 Postit 4444 90
2 Negatif 43 $35 98,97 % 98,93 % 99,49 % 99,21 %
1 ;‘;Sl:éf ;(3)51;8 ?3% A 81,76 % 84,87 % 84,64 % 85,25 %
Skenario 2 g

Positif 3212 1322 o 0 0 0
2 Negatif 1194 7201 80,54 % 84,49 % 85,78 % 85,13 %

Berdasarkan hasil yang ditampilkan pada tabel 4 terlihat bahwa performa yang
ditunjukan oleh kedua model sangat stabil baik di skenario 1 maupun skenario 2. Meskipun
data yang digunakan untuk melatih model terbilang tidak seimbang, model tetap mampu
mencatatkan performa yang seimbang. Hal tersebut dapat dilihat dari nilai true positive (TP)
dan nilai true negative (TN) yang tinggi, dimana ini menunjukan bahwa model tetap mampu
mengenali pola fitur dengan baik untuk membedakan antara pasien yang beresiko stroke dan
sehat. Selain jumlah TP dan TN yang tinggi, kestabilan performa model juga kemudian di
perlihatkan dari hasil perhitungan presisi, recall, fI-score. Dari dataset 1 dan 2 pada skenario
1 terlihat bahwa presisi, recall, dan fi-score selalu stabil di angka 98%, dimana hal ini
menunjukan bahwa model mampu mengidentifikasi kedua kelas dengan baik.

Analisis Perbandingan dan Efisiensi Fitur

Berdasarkan hasil pengujian pada kedua skenario tersebut yang ditunjukan oleh gambar
2, terlihat bahwa pengurangan jumlah atribut tidak menyebabkan penurunan kinerja model
yang signifikan. Meskipun pada skenario 2 model hanya menggunakan 2 fitur yakni umur dan
tekanan darah, model tetap mampu menghasilkan akurasi lebih dari 80%. Jika dibandingkan
dengan skenario 1 yang menggunakan seluruh atribut, skenario 2 memang mengalami
penurunan akurasi. Namun, penurunan yang dialami oleh model pada skenario 2 terbilang
rendah dan tidak signifikan jika dibandingkan dengan penurunan jumlah atribut yang
digunakan, dimana dari 16 hingga 17 atribut input menjadi hanya 2 atribut input. Hal tersebut
juga kemudian menunjukan bahwa fitur umur dan tekanan darah merupakan fitur yang paling
dominan dalam kasus prediksi resiko stroke ini (Alkafi & Hasnah, 2022; Eini, Rezayee,
Kassulke, & Tremblay, 2025). Penemuan ini kemudian juga sejalan dengan fakta medis dimana
umur menjadi faktor terbesar untuk hampir semua penyakit. Hal ini disebabkan semakin
bertambahnya umur pembuluh darah cenderung kehilangan elastisitasnya, meningkatkan risiko
penyumbatan atau pecahnya pembuluh darah. Penelitian lainnya juga menunjukann hampir

50% kasus stroke di dunia, tekanan darah menjadi faktor paling umum (Feigin et al., 2025;
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Sah, Rathi, Gangwar, Tiwari, & Pal, 2025).

Penurunan penggunaan jumlah atribut input tersebut kemudian juga membawa dampak
positif dari sisi komputasi dan efisiensi. Penggunaan 2 atribut input dari yang sebelumnya
adalah 16 hingga 17 kemudian menghemat antara 60% - 70% waktu pelatihan. Selain waktu
pelatihan yang menjadi lebih cepat, penurunan jumlah atribut input ini juga kemudian
mempengaruhi waktu yang dibutuhkan oleh model dalam melakukan prediksi yang tentunya
menjadi 60% - 70% lebih cepat dari sebelumnya.

Kedua hal diatas kemudian membuktikan bahwa model mampu untuk berjalan dengan
lebih efisien tanpa mengorbankan kinerjanya secara signifikan. Kondisi ini tentunya penting
terutama untuk pengembangan sistem medis yang tentunya membutuhkan proses komputasi
yang ringan dan respon yang cepat mengingat sistem seperti ini akan digunakan early detection
atau deteksi awal. Bisa disimpulkan bahwa pendekatan efisiensi fitur yang digunakan dalam
penelitian ini mampu menghasilkan model prediksi stroke yang efektif dan praktis di waktu
yang sama. Namun, penggunaan fitur yang terbatas ini kemudian perlu dikaji lebih lanjut lagi

dalam dataset dengan karkteristik yang berbeda.
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Gambar 2. Perbandingan Akurasi Dataset untuk Setiap Skenario.

5. KESIMPULAN DAN SARAN

Penelitian ini berhasil menerapkan metode Multilayer Perceptron (MLP) untuk
melakukan klasifikasi pada data penyakit stroke dengan tingkat akurasi yang berkisar antara
80% hingga 98% pada kedua dataset yang digunakan. Hasil ini menunjukkan bahwa MLP
memiliki kemampuan yang baik dalam mempelajari pola data dan menghasilkan prediksi yang
akurat. Temuan utama dalam penelitian ini dapat diithat secara khusus dalam Skenario 2, di
mana model hanya menggunakan dua fitur utama, yaitu umur dan tekanan darah. Meskipun
jumlah fitur yang digunakan sangat terbatas, model tetap mampu menghasilkan performa yang

relatif optimal tanpa mengalami penurunan akurasi yang signifikan. Hal ini mengindikasikan
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bahwa kedua fitur tersebut memiliki tingkat relevansi yang tinggi dalam merepresentasikan
risiko stroke. Selain itu penggunaan dua fitur juga memberikan keuntungan dari sisi efisiensi
komputasi, di mana proses pelatihan model menjadi lebih cepat dan ringan dibandingkan
dengan penggunaan seluruh atribut. Dengan demikian, penelitian ini menunjukkan adanya
keseimbangan antara efisiensi dan performa model melalui penerapan feature selection. Secara
keseluruhan, hasil penelitian menegaskan bahwa pemilihan fitur yang tepat dapat menjadi
strategi efektif dalam membangun model prediksi yang efisien tanpa mengorbankan kinerja
secara signifikan. Berdasarkan hasil yang diperoleh, penelitian selanjutnya disarankan untuk
menggunakan dataset dengan karakteristik yang lebih beragam serta mempertimbangkan

teknik pra-pemrosesan tambahan guna meningkatkan performa model.
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